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Методы конечных разностей, конечных элементов и конечных объемов требуют по-
строения сетки и решения систем сеточных уравнений высокой размерности. Построение
сетки является трудоёмкой задачей. Сеточные уравнения имеют высокую размерность и
плохую обусловленность.

Физически информированные нейронные сети позволяют преодолеть эти проблемы [2].
Такие сети аппроксимируют решение краевой задачи, минимизируя невязку уравнения в
точках коллокации внутри и на границе области решения. Физически информированные
нейронные сети позволяют найти решение в произвольных точках области без построе-
ния сетки. Позволяют решать прямые и обратные краевые задачи. Это актуально для
киберфизических систем [3] и цифровых двойников [4–5]. Точные значения параметров
уравнений, граничных и начальных условий могут быть не заданы, поэтому многие чис-
ленные методы оказываются не столь эффективными [6–7].

Сети радиальных базисных функций содержат только два слоя [6]. Это упрощает про-
цесс обучения. Полносвязные сети сложнее обучить из-за большого числа слоёв. Для се-
тей радиальных базисных функций были разработаны градиентные алгоритмы обучения
второго порядка [1]. Была продемонстрирована эффективность настройки параметров ра-
диальных базисных функций в процессе обучения [1].
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