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Наиболее точное представление о потенциальной энергии получается из квантово-механических вычислений, однако точное решение уравнения Шредингера для реальных систем недостижимо, поэтому необходимо использовать численные методы для поиска приближенного решения. На сегодняшний день наиболее популярным подходом является теория функционала плотности, которая сочетает скорость и эффективность. Однако этот подход плохо масштабируется и неприменим для больших систем. С ростом интереса к машинному обучению, оно стало применяться и в этой области. В настоящее время существует множество решений использующих алгоритмы машинного обучения, но имеющих различные идеи: в MTP (Moment Tensor Potentials) [1], message-passing networks [2],  высокоразмерные нейронные потенциалы (High-Dimensional Neural Network Potentials)  [3], Gaussian Approximation Potentials (GAP) [4]. Однако и такие методы не лишены недостатков, например, проблемы с интерпретируемостью и необходимостью в большой тренировочной выборке.

Один из интересных подходов машинного обучения позволяющий получить интерпретируемый результат - эволюционный отбор, который также можно применить и для получения межатомного потенциала. Его работа основывается на генетическом программировании,  где происходит оптимизация не только параметров функции, но и самого вида функции. Более того, возможно добавить физические параметры и уже известные знания в модель, например, можно разделять потенциал на притяжение и отталкивание и искать итоговую аппроксимацию потенциала как сумму двух функций.

В данной работе был построен потенциал на основе классического потенциала [5], сама же модель искала дополнительные функции, которые бы улучшали его. Данный метод повышает скорость сходимости модели, за счет того, что делается скачек “эволюции” и уже на первой итерации модель способна неплохо описывать заданные параметры (см. Табл. 1).[image: image1.png]a Econ B C11 Ci2 | Eoor | Eotn | Ein1

GA 3.631 | -3.74 | 138.92 | 169.56 | 124.41 | 90.28 | 100.94 | 88.89

BasUCHBI | 5 1o | 354 | 14184 | 175.56 | 124.37 | 85.20 | 94.99 | 82.90
noTeHuman

Ton 3.631 | -3.73 | 140.81 | 176.19 | 123.13 | 91.98 | 97.66 | 82.32





Табл. 1
Исследование выполнено в рамках государственного задания МГУ имени М.В.Ломоносова.
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